Regrese všeho druhu

1 Volba regresního modelu

Vlastní regrese je přímočarý postup se striktně danými pravidly, tvůrčí moment je v něm jediný: volba adekvátního regresního modelu. 

Pokud předem víme, jak má prokládaná závislost vypadat, pak je regresní model deklarovaný. Jinak je nutno se do vzhledu závislosti co nejlépe „strefit“, tak aby volných parametrů bylo co nejméně. Pro posouzení úspěšnosti je nejvhodnější sledovat graf (yi -yp(xi)); xi. Nevidíme-li v něm nic než rozptyl kolem nulové hodnoty bez náznaku jakýchkoli trendů, pak jsme u cíle.

Častý nešvarem je snaha o co „nejpřesnější křivku“ což prokladavatele vede k zavádění enormního počtu volných parametrů. Tím se ovšem zvyšuje nejistota proložení a tudíž jeho hodnověrnost.

Střední kvadratická nejistota celé regrese vztažená k souboru zadaných bodů (:
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Čili zvyšováním stupňů volnosti sice klesá standardní odchylka (, ale nejistota proložení ( po dosažení minima opět roste. 

Řešení – na míru šitý regresní model, v němž některé z parametrů mohou být fixovány. Velmi výhodné je, pokud je regresní model koncipován tak, aby byl ortogonální.

2 Ortogonální regresní modely

2.1 Kořeny, extrémy regresní funkce

Kořeny: hledáme taková x, pro než platí: F(x,b) = 0. Pro tento úkol existují standardní postupy a subrutiny, pomocí nichž získáme hodnotu kořene x0 (kořenů) v zadaném intervalu. Z řady důvodů je užitečné vědět s jakou nejistotou δ(x0) je příslušný kořen určen. K tomu je nutné znát δ(yp)  a derivaci funkce F(x,b) podle x:
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Extrémy, maxima či minima regresní funkce a nejistoty určení. Ta úloha je velice obdobná, jako předchozí, jen s tím rozdílem, že nehledáme kořeny funkce F(x,b), ale její derivace podle x, neboli: F’(x,b) = 0. V případě lineární regrese je derivace funkce lineární kombinací derivací jednotlivých složek vyjádřitelných vektorem: 
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 EMBED Equation.3  [image: image4.wmf])
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Nejistota určení polohy extrému, neboli kořene rovnice F’(x0,b) = 0: 
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Jak patrno, ani v tomto případě se bez znalosti kovarianční matice neobejdeme. Věc se ovšem značně zjednoduší, přejdeme-li k ortogonálním regresním modelům.

2.2 Ortogonální regresní modely

V případě, že systém funkcí v regresním modelu je vzájemně ortogonální, tj. platí-li:
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je kovarianční matice H diagonální a jenom tehdy platí: 
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odhad neurčitosti určitého j-tého  parametru má konečně očekávaný význam.

Celou situaci lze ještě více zjednodušit, pokud si použité funkce ještě znormujeme tak, aby platilo: 
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2.3 Ortogonalizace lineárního regresního modelu

Používání regresního modelu tvořeného systémem vzájemně ortogonálních funkcí má svoje nesporné výhody – odhad nejistoty určitého parametru 
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se vztahuje skutečně k pří-slušnému parametru, nejistotu předpovědi lze odhadnout pomocí běžných pravidel šíření chyb. Situace, kdy je ovšem soubor funkcí ortogonální hned od počátku, je krajně nepravděpodobná, takže vždy žádoucí k ortogonálnímu regresnímu modelu přejít
). Za povinné bych to považoval v standardní situaci, kdy je regresním modelem běžný polynom.  
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kde (j(x) jsou vzájemně ortogonální funkce vytvořené lineární kombinací z funkcí fj(x) původního modelu. Způsobů, jak vytvořit ze souboru m funkcí fj(x) soubor vzájemně nezávislých ortogonálních funkcí, je nekonečně mnoho. Za nejjednodušší považuji tento iterativní postup:

(1(x) = f1(x)

(2(x) = f2(x) + a21(1(x) = f2(x) + a21f1(x)

(3(x) = f3(x) + a32(2(x) + a31(1(x) = f3(x) + a32 f2(x) + (a32 a21 + a31) f1(x)

(4(x) = f4(x) + a43(3(x) + a42(2(x) + a41 (1(x) = f4(x) + a43 f3(x) + (a43 a32 + a42) f2(x) + 

            + (a43 a32 a21 + a43 a31 + a42 a21 + a41) f1(x)

...

(m(x) = fm(x) + am(m-1)(m-1(x) + ... + am1(1(x)

Z podmínky ortogonality přitom plyne:
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Postupně tak lze vypočítat všech m (m -1)/2 koeficientů a zkonstruovat ortogonální systém funkcí {(l}.

Pro klasický případ polynomu lze první tři ortogonalizované funkce vyjádřit ve tvaru:

(1(x) = 1

(2(x) = x + a21 




(3(x) = x2 + a32 (2(x) + a31 = x2 + a32 [x + a21] + a31 = x2 + a32 x + a32 a21 + a31
 a21 = 
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Pro rovnoměrně rozložené body na intervalu 0 až 1:

(1(x) = 1

(2(x) = x – 1/2 




(3(x) = x2 – x + 1/6 – parabola s minimem (-1/12) uprostřed intervalu.

2.4 Ach ty polynomy!

Polynomiální regrese je velice oblíbená, je součástí kdejakého softwaru, dobře se programuje. Pomineme-li to, že takřka nikdy nejsou polynomy vyjádřeny v ortogo​nálním tvaru ( ( výpočet je hříčkou zaokrouhlovacích chyb a odhad nejistoty předpovědi je prakticky nemožný), ani samo proložení není optimální. Na okrajích intervalu s měře​ními se objevují „vlnky“, jejichž amplituda za hranicemi ještě zvyšuje – k predikci nevhodné ( 

a) Použití jiných souborů funkcí <0,1> se pro predikci osvědčily – funkce s inflexi v bodech 0 a 1:
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b) Pro aproximaci hladkých funkcí stejnoměrná regrese zdůrazní body na konci intervalu <-1, 1> zvýšenou vahou: 
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 - proložení bude sice v průměru maličko horší, ale „vlnky“ na okrajích budou stejné jako uprostřed.

Pro stanovení optimálního stupně polynomu prokládaného konkrétní závislostí se osvědčilo vycházet z průběhu empiricky sestavené funkce Ag,
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kde g je počet stupňů volnosti polynomu (obvykle stupeň polynomu + 1), n - počet bodů a (g standardní odchylka jednoho měření při proložení polynomem s g stupni volnosti. Platí, že při optimálním stupni volnosti polynomu nabývá funkce Ag svého absolutního minima. Při použití vyššího stupně volnosti, než je optimální, se vystavujeme nebezpečí, že se při proložení objeví určitá zvlnění, která jsou nereálná. Užijeme-li naopak polynomu s nižším stupněm volnosti, zbytečně se ochuzujeme o část informace o průběhu závislosti, která je v datech skryta.

3 Lineární regrese s více proměnnými. Proložení roviny

Prostou i obecnou metodu nejmenších čtverců lze aplikovat i v případě, kdy měřená veličina y je funkcí dvou nebo více nezávislých proměnných. Ukažme si to na jednoduchém příkladu, kdy nezávislými proměnnými jsou veličiny x  a z  a regresní model předpokládáme ve tvaru:
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Slovně vyjádřeno – hledáme takovou rovinu, která by co nejblíže procházela kolem bodů v třírozměrném prostoru o souřadnicích x, z a y. Hledaná rovina je pak určena třemi parametry: b1, b2, b3.

Formálně je řešení zcela identické řešení pro lineární regresi s třemi stupni volnosti:
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V = X' W X,    U = X' W Y,    b = (U‘/V)‘ ,   H = V-1.
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4 Nelineární regresní modely

4.1 Iterační gradientní metoda

Vychází z předpokladu, že poblíž minima má funkce součtu čtverců odchylek víceméně paraboloidický tvar, takže regresní funkci F(x,() lze v okolí minima nahradit s dostatečnou přesností jejím Taylorovým rozvojem 1. stupně. Funkci S(() lze pak zapsat:
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kde b0 je náš počáteční vektorový odhad polohy minima. Výše uvedená funkce je vůči vektoru ( nyní lineární, lze tedy s výhodou užít gradientní metody popsané výše s tím, že za závisle proměnnou tentokrát budeme brát rozdíl (yi = (yi - F(xi,b0)) a místo vektoru parametru ( budeme brát jeho rozdíl vzhledem k odhadu řešení b0   (( = ( - b0. Vztah pak přejde do tvaru:
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Vztah je formálně týž jako vztah pro lineární regresi a při výpočtu hledané veličiny - (( postupujeme naprosto stejně jako při hledání neznámého vektoru (. Podmínkové rovnice mají vzhled:
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Pomocí rozdílu (b pak vypočteme další odhad vektoru parametrů b1= b0 +(b. Nový odhad parametrů b1 pak dosazujeme místo b0, vyřešením soustavy rovnic dostaneme další odhad atd. V iteracích pokračujeme do té doby, kdy se po sobě následující odhady již významně neliší. Tento vektor b je pak řešením. K nalezení reálného minima obvykle stačí provést tři čtyři iterace. Zcela obdobně jako v případě lineární regrese je možné vypočítat i chyby určení parametrů, respektive neurčitost v předpovědi.
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Pomocí reziduálního součtu čtverců odchylek R lze odhadnout velikost střední kvadratické odchylky jednoho měření (. Ta s počtem měření n, počtem stupňů volnosti g a součtem čtverců odchylek R souvisí takto:
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Vše vždy záleží na tom, jak dobrý je odhad počátečního řešení.

Příklad

V následující tabulce jsou uvedena simulovaná data, v nichž průběh závislosti má tvar Lorentzovy křivky s dodáním jistého rozptylu s víceméně Gaussovým rozložením. Při výpočtu budeme předpokládat, že všech 15 bodů má stejnou váhu. 

Regresním modelem bude: 
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který se zjevně nedá zařadit do kategorie lineárních regresních modelů.

	x
	y
	x
	y
	yP(x)

	-7
	0,03
	7
	0,06
	0,064±0,002

	-6
	0,10
	6
	0,05
	0,086±0,003

	-5
	0,11
	5
	0,15
	0,119±0,004

	-4
	0,20
	4
	0,17
	0,176±0,006

	-3
	0,26
	3
	0,27
	0,278±0,009

	-2
	0,47
	2
	0,51
	0,476±0,012

	-1
	0,83
	1
	0,82
	0,832±0,016

	
	
	0
	1,11
	1,106±0,018
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Pomocí gradientu g lze pak snadno vypočítat všechny ostatní veličiny. Jako výchozí odhad pro výpočet můžete vzít počáteční odhad: b1 = 1, b2 = 0,5.

Třemi čtyřmi iteracemi se rychle dobereme konečného výsledku minimum sumy čtverců odchylek nastává pro tuto kombinaci parametrů: b1 = (0,904±0,015),    b2 = (0,299±0,011),    s = 0,0216.

V tabulce jsou uvedeny i hodnoty předpovědí včetně neurčitosti předpovědi. V uspořádání tabulky je využito skutečnosti, že regresní model je symetrický kolem osy y.

Poznámka: Je-li regresní model vyjádřen komplikovanou funkcí řady parametrů, bývá obtížné sestavit grad F(x,() v analytickém tvaru. Ostřílení programátoři pak raději volí pro výpočet jednotlivých parciálních derivací některou z numerických metod.

4.2 Linearizovatelné regresní modely

Možná vás napadlo, že výše uvedený příklad by se dal vyřešit i jiným způsobem. Kdybychom místo veličiny y  brali jako závisle proměnnou její převrácenou hodnotu z = 1/y, pak by bylo možno regresní model zapsat v lineární podobě: 
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Aplikujeme-li tento jednoduchý regresní model na konkrétní hodnoty uvedené v tabulce dojdeme k překvapujícímu výsledku:

b1 = -0,6±1,7    b2 = 0,46±0,07.

Graf sestrojený pro tyto hodnoty parametrů se ani vzdáleně nepodobá, v bodech x = ±1,14 dokonce diverguje a mění znaménko. Je zjevné, že tu něco nehraje. Vysvětlení tkví v tom, že pro stanovení výsledných hodnot parametrů byly zcela určující krajní body závislosti s absolutně nejmenší hodnotou závislé veličiny y. I nepatrná změna funkční hodnoty se zde projeví enormní změnou transformované veličiny z. Je tedy zřejmé, že by do výpočtu neměly vstupovat jednotlivé body s váhami původními, ale s transformovanými.

Metoda I. Předpokládejme nyní obecně, že regresní funkce F(x,() je linearizovatelná, tj. že existuje taková transformace T[F(x, ()], která regresní funkci převede na funkci, která závisí na svých parametrech lineárně. Tedy:
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přičemž mezi parametry ( a ( existuje jednoznačný vztah:
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Definujeme-li si nyní funkci S(():
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Řešením g podmínkových rovnic
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   pro k = 1,…,g
dostaneme hrubý odhad řešení v podobě vektoru ah, a tím i hrubý odhad hledaného vektoru b-bh.

Metoda II. Toto řešení je uspokojivé jen v omezeném počtu případů, zejména tehdy, je-li prokládaných bodů velká spousta nebo tehdy, kdy relativní přesnost jednotlivých měření je zhruba stejná. Podstatně lepší odhad řešení dostaneme, vrátíme-li se opět k minimalizaci sumy S(() s využitím linearizovatelnosti funkce F.

Předpokládejme, že rozdíly T(yi) - T[F(xi, ()] jsou malé, takže lze s dostatečnou přesností tento rozdíl vyjádřit rozvojem 1. řádu v bodu yi:
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kde T'(yi) je derivace transformační funkce v bodu yi. Tedy
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Dosadíme-li výše uvedený vztah do vyjádření pro S(()
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Výraz wi* je onou transformovanou váhou i-tého měření. S takto ztransformovanými váhami jednotlivých bodů pak hledáme odhad pro řešení standardními metodami lineární regrese. Výhodou tohoto přístupu, že výsledek dostáváme okamžitě - transformované váhy závisí jen na T'(yi), což je veličina na vektoru (, respektive (, nezávislá.

Metoda III. Ještě lepší výsledky zpravidla poskytuje metoda, kde se bez iterací neobejdeme. Tentokrát provedeme rozvoj kolem funkční hodnoty F(xi, ():
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Dosazením do vztahu pro S(() dostáváme nyní:
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Při výpočtu se pak zpravidla postupuje tak, že nejprve se souborem původních neupravených vah vypočítáme hrubý odhad řešení. Pomocí něj vypočítáme transformované váhy wi* jednotlivých bodů. Výpočet regrese opakujeme a dostaneme novou, přesnější hodnotu odhadu vektoru parametrů (, kterou použijeme znovu pro upřesnění souboru transformovaných vah. Po několika iteracích dospějeme k výsledku, který se již nemění.

Jakkoli použití transformovaných vah vede k značnému zvýšení spolehlivosti nalezení správného řešení, metoda popsaná v oddíle 1 dává vždy důvěryhodnější výsledky a to zejména v otázce určení nepřesnosti parametrů.

Pro srovnání uvádíme výsledky získané pro náš příklad s Lorentzovou funkcí všemi metodami:

	
	gradientní
	I. metoda
	II. metoda
	III. metoda

	b1
	0,904±0,015
	-0,6±1,7
	0,909±0,013
	0,901±0,020

	b2
	0,299±0,011
	0,46±0,07
	0,288±0,010
	0,305±0,016


V následující tabulce najdete transformační koeficienty pro nejčastější případy transformací na lineární funkce, přičemž Z(x, () je lineární funkce parametrů (.

	T-1  
	 q/w
	q*/wi

	F = 1/Z                  
	 y4    
	[F(x, ()]4=[Z(x, ()]-4

	F = Z1/2          
	 y3    
	[F(x, ()]3=[Z(x, ()]-3/2

	F = eZ              
	 y2    
	[F(x, ()]2=exp{2[Z(x, ()]}

	F = Z -1/2          
	 y        
	F(x, ()=[Z(x, ()]2

	F = ln Z                 
	 e-2y  
	exp{-2[F(x,()]}=[Z(x, ()]-2

	F = tg Z                 
	 (1+y2)2 
	(1+[F(x,()]2)2={cos[Z(x, ()]}4

	F = arctg Z              
	 cos4y 
	{cos[F(x, ()]}4={1+[Z(x,()]2}-2


5 Robustní regrese

Při řešení řady astrofyzikálních problémů je zapotřebí měřenými nebo pozorovanými daty proložit modelovou funkci F((,x), k čemuž se zpravidla používá metody nejmenších čtverců. Metoda je však založena na předpokladu, že odchylky od prokládané funkce mají víceméně normální rozdělení, což mj. znamená, že se zde hodně odchýlené – odlehlé body (outliers) vyskytují jen velmi vzácně. Prokládání MNČ je založeno na minimalizaci součtu čtverců odchylek, takže výsledek je velice citlivý na přítomnost těchto odlehlých bodů, které jsou jinak v běžných astrofyzikálních datech docela běžné. Aby se potlačil jejich vliv je váha každého z měření dána součinem vlastní (vnitřní) váhy wi a vhodně vybrané váhovací funkce φi:
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Nezáporná váhovací funkce φ je zvolena tak, aby nabývala svého maxima pro body poblíž předpokládané prokládané křivky a monotónně klesá k nule pro extrémně vzdálené (odlehlé) body. Tato tzv. robustní regrese (robust regression) se pak děje v několika krocích, při se iterativně mění váhy jednotlivých měření, dokud se nedospěje ke stabilnímu řešení. 

Váhovací funkce φi může mít různý tvar, osobně používám svou vlastní, mnohokrát prověřenou funkci v následujícím tvaru:
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kde σr je parametr rozptýlení, který v případě normální rozdělení odpovídá standardní odchylce. 
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kde g je počet stupňů volnosti (počet prvků vektoru ( a nr je počet bodů měření očištěný o odlehlé body a další body odchylující se od normálního rozdělení.
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Iterace začínáme nulovým řešením s parametry funkce F((,x), kterou jsme nalezli standardní regresí, a za σr položíme přímo standardní směrodatnou odchylku vyplývající z MNČ. Iteraci však můžeme významně urychlit, pokud zde použijeme nějaký robustní odhad této veličiny, který je jen málo ovlivněn výskytem odlehlých bodů, např.:  
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wmedian je tzv. vážený medián. Zpravidla pak postačí jen několik málo iterací, abyste dospěli ke konečnému řešení. Na obrázku vidíte porovnání rozdělovací funkce odchylek od proložené křivky, na níž jsou jasně patrny odlehlé body, dále tvar proložené křivky odpovídající normálnímu rozložení při použití standardní regrese a normální rozložení s použitím nastíněné robustní regrese.
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6 Ortogonální regrese

Až doposud jsme předpokládali, že jen závislá veličina je měřena nepřesně, zatímco nezávisle proměnná veličina (nebo nezávisle proměnné veličiny) je známa absolutně přesně. K takové situaci však reálně dochází jen velmi zřídka. Většinou jsou chybami měření zatíženy jak „závislá“, tak „nezávislá“ veličina.

Předpokládejme nyní speciální situaci, kdy zjišťujeme vztah mezi dvěma veličinami x a y, přičemž obě tyto veličiny měříme s touž přesností. Dále mějme za to, že vzájemnou závislost obou veličin lze znázornit přímkou. (Taková situace může i reálně nastat, třeba tehdy, když oměřujeme v pravoúhlých souřadnicích dráhu meteoru zachyceného na fotografické desce.) Lze dokázat, že nejvěrohodnější proložení vzájemné závislosti souboru změřených bodů {xi,yi} je taková přímka pro niž je součet čtverců (váhovaný součet čtverců) vzdálenosti jednotlivých bodů minimální. Vzdáleností bodu od přímky míním délku úsečky, která je kolmá (ortogonální) k proložené přímce a je ohraničena konkrétním bodem a patou kolmice ležící na přímce. Způsob hledání této přímky se nazývá ortogonální regrese, hledané přímce se říká korelační přímka.

Rovnicí přímky je vztah: y = ( + ( x. Čtverec vzdálenosti bodu o souřadnicích xi,yi od takové přímky di je dán:
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Suma čtverců vzdáleností všech n bodů je pak dána



[image: image52.wmf].

)

(

)

1

(

)

,

S(

1

1

2

1

2

2

å

å

=

=

-

-

-

+

=

=

n

i

n

i

i

i

i

i

i

x

y

w

w

d

b

a

b

b

a


Řešením dvou podmínkových rovnic:
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lze po jistém sledu úprav dojít k přímému vyjádření dvojice parametrů a a b popisujících hledanou korelační přímku.
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Z výrazu pro a je zřejmé, přímka prochází těžištěm, což konečně platí i pro regresní přímku proloženou standardní metodou nejmenších čtverců. Sklon přímky je však obecně jiný.

Jednou z příjemných vlastností ortogonální regrese je, že u ní nezáleží na tom, kterou z proměnných si zvolíte jako závislou a nezávislou. Přesvědčete se, že prohozením osy x a y dospějeme k směrnici přímky k parametrům a', b' pro něž platí:
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Obecný případ, kdy dvojici veličin x a y měříme s nestejnou přesností, lze na výše popsaný případ ortogonální regrese převést prostou transformací, při níž od závisle proměnné veličiny y přejdeme k z, kde z = y/p, přičemž p = σy/σx.

Nyní proložíme již popsanou metodou ortogonální regrese závislostí {zi,xi} regresní přímku a opět se vrátíme k původnímu měřítku, čili přejdeme od souřadnice z zpět k y.

Přesvědčete se, že pak pro směrnici korelační přímky b platí:
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Standardní odchylku proložení korelační přímkou pro libovolné p pak již vypočteme standardním způsobem:
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Vycházíme-li z předpokládaného poměru p, lze odhadnout i velikosti standardních odchylek měření ve veličině x a y:
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Vlastnosti korelační přímky ještě více osvětlí diskuse chování její směrnice v závislosti na parametru p. Nejprve se podívejme na případ, kdy parametr p jde k nekonečnu. Odpovídá to situaci, kterou předpokládá standardní metoda nejmenších čtverců, a totiž, že přesnost určení veličiny x je mnohonásobně vyšší než přesnost stanovení y. Po jistých úpravách naznačeného vztahu pro p ( ( dospějeme k závěru, že:
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což dle očekávání přesně souhlasí s vyjádřením směrnice obecné přímky v standardní OMNČ. Zcela opačnou situaci zachycuje předpoklad, že parametr p = 0, což koresponduje s předpokladem, že veličinu y zjišťujeme mnohokrát přesněji než veličinu x. Směrnice korelační přímky pak přejde:
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Snadno nahlédnete, že v tomto případě je směrnice korelační přímky rovna převrácené hodnotě směrnice přímky vypočítané standardní OMNČ za předpokladu, že nezávislou proměnnou je veličina y a závislou proměnnou veličina x.

Lze ukázat, že všechny reálné případy pro p různé od nuly dávají hodnotu směrnice mezi oběma diskutovanými krajními polohami. Mezi těmito hodnotami parametrů zaujímá zvláštní postavení parametr p*, kde 
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 Směrnice korelační přímky b je tehdy dána vztahem:
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a je tedy současně poměrem směrodatných odchylek v ose y a x i geometrickým průměrem obou krajních hodnot směrnic.

Definujme si nyní veličinu q:
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S pomocí této veličiny přejde vztah pro směrnici korelační přímky b(q) do podoby:
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Funkce má zajímavý průběh. Přesvědčete se například, že platí:
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Průběh funkce pro konkrétní příklad, jenž byl uveden výše, je znázorněn na obrázku, kde hodnota směrnice b(q) i parametr q jsou uvedeny v logaritmickém měřítku. V tomto zobrazení je funkce přesně antisymetrická vzhledem k bodu [0, ln b(q=1)]. Pro malé hodnoty parametru q je hodnota směrnice b2(q) víceméně konstantní a rovna b2(0). K rychlé změně hodnoty směrnice korelační přímky pak dochází mezi v úseku mezi hodnotami q = 1/3 do q = 3. Změna se pak zvolní a hodnota funkce je pak již víceméně konstantní a málo se liší od limitního případu b((). Tyto závěry se týkají naprosté většiny případů, neboť vzhled diskutované závislosti b2(q) záleží na hodnotě poměru b(()/b(0) = r2 jen nevýznamně a následující závěry mají obecnou platnost.

Kdy je na místě použít ortogonální regresi? O tom rozhoduje velikost zavedeného parametru q. Dosaďme si do vztahu (126) vyjádření pro parametr p: p = (y/(x. Pak bude parametr q vyjádřen vztahem:
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V čitateli i jmenovateli vztahu se nachází poměr směrodatné odchylky dané veličiny s, která charakterizuje rozsah hodnot měřené veličiny, vůči střední chybě určení veličiny (. Uvedený poměr tedy lze chápat jako poměr signálu ku šumu (S/N), což je veličina vyjadřující relativní přesnost měřené veličiny. Parametr q je pak kvadrátem poměru relativních přesností veličin x a y. Význačný případ: q = 1, odpovídá situaci, kdy obě veličiny jsou měřeny se stejnou relativní přesností.

Jak bylo uvedeno výše, je vhodné použít ortogonální regresi tehdy, pokud parametr q leží v rozmezí hodnot od 1/3 do 3. S ohledem na definici q lze podmínku přepsat do tvaru:
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Platí-li, že relativní přesnost měření veličiny x je alespoň třikrát větší než relativní přesnost měření veličiny y, čili platí, že: sx/(x> 3 sy/(y, pak bez velké újmy na přesnosti lze situaci řešit proložením přímky standardní metodou nejmenších čtverců, kde nezávislou a tudíž absolutně přesnou proměnnou je veličina x, zatímco závislou veličinou zatíženou chybou měření je veličina y.

V případě, že naopak platí: sy/(y > 3 sx/(x je správné regresi řešit standardní regresí ovšem s tím, že nezávisle proměnnou tu bude veličina y a závisle proměnnou, zatíženou chybami, bude veličina x.

�) Občas se ovšem setkáváme s případy, kdy v kovarianční matici dominují diagonální prvky a ostatní prvky jsou v absolutní hodnotě mnohem menší. Je to například tehdy, když vyjadřujeme harmonický rozklad pozorované periodické závislosti. Vyplývá to z vlastností systému harmonických funkcí v harmonickém polynomu. Pokud by bylo rozložení pozorovaných bodů ve fázi zcela rovnoměrné, pak systém harmonických funkcí vytváří dokonale ortogonální systém. I tehdy, kdy není pozorovaná křivky ideálně rovnoměrně pokryta body, obvykle není nutno přecházet k ortogonálnímu souboru. To ovšem neplatí v případě, že křivka je zjevně nerovnoměrně pokryta pozorovanými body. 
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